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7–1

リカレントニューラルネット
ワーク
Recurrent Neural Network

はじめに

リカレントニューラルネットワークとは，フィー

ドバック結合（feedback connection）を有するネット

ワークである．ネットワーク内に再帰結合が存在する

と，現時刻における情報を処理する際に過去の情報を

再帰結合から受け取り利用する．これにより，リカレ

ントニューラルネットワークは時系列情報を扱うこと

が可能となる．フィードバック結合の時間遅れを変動

項と考えることで，種々の実際のニューロンの活動を

モデル化することが可能である．リカレントニューラ

ルネットワークは離散時間を仮定した場合と連続時間

を仮定する場合とがあるが，ここでは主に前者を取り

上げる．図 1 (a)はリカレントニューラルネットワー

クの簡単な例である．再帰結合行列をWとする．こ

の時間発展を考えると，再帰結合行列を共有する多層

ニューラルネットワーク（図 1 (b)）となる．

U

V

U

V

W

W

W

U

V

W

U

V

W

展開

状態

(a)

(b)

出力

入力

出力 t− 1 出力 t 出力 t+1

状態 t−1 状態 t 状態 t+1

入力 t−1 入力 t 入力 t+1

図 1 リカレントニューラルネットワーク (a) とその時間

発展 (b)

後者は力学系（dynamical system）として記述され

る [1]．歴史的には，各時刻に単位時間幅の入力情報を

与え，再帰結合を仮定しないモデルであるネットトー

ク（NETtalk）[2]が始まりである．時刻 t+1におけ

るユニット iの出力 xi (t+ 1)は，バイアス項を無視

すれば，x の生起確率を p として，

xi (t+ 1) = argmax p (xi (t+ 1) |xt (t) , c (t) ; θ ) (1)

= fi

∑
j∈U

wijxj (t)

 (2)

と表記される．ここで，fi は任意の出力関数，wij は

i, j 間の結合係数，xj (t) は yi への入力信号である．

c (t) は文脈層と呼び，1 時刻前の状態を保持する．θ

はニューラルネットワークを定めるパラメータ集合で

あり，結合係数やバイアス項を含む．

初期のモデルとしては，ジョーダンネットワーク

（Jordan network）[3]，エルマンネットワーク（Elman

network）[4]がある．両モデルとも 1時刻前の状態を

文脈層に保存し，通常のバックプロパゲーション法に

よって学習を行う．一方，時系列情報を一定の時間窓

の期間維持し，時間窓内の情報について学習を行うア

ルゴリズムとして，BPTT（back-propagation through

time）[5]，RTRL（real time recurrent learning;実時間

リカレント学習）[6]が提案された．BPTTとRTRLは

後の節で解説する．2010年代以降，リカレントニュー

ラルネットワークは時系列情報処理 [7]の発展として，

チューリングマシン（Turing machine）との相同性 [8]，

擬似プログラムコードの生成 [9]，英語からフランス

語へ自動翻訳 [10]，写真からの脚注の生成 [11]，など，

応用が盛んな領域となっている．類似した用語で表記

されるモデルに，リカーシブニューラルネットワーク

（recursive neural network）[12] があるが，これは自

然言語処理に特化したモデルである．

単純再帰型ニューラルネットワーク

図 2 (a) にジョーダンネットワーク，(b) にエルマ

ンネットワークを示す．
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図 2 (a) ジョーダンネットワークと，(b) エルマンネット

ワーク

両者を併せて単純再帰型ニューラルネットワーク（sim-

ple recurrent neural network）と呼ぶ．ジョーダンネッ

トワークは 1時刻前の出力層の情報を，またエルマン

ネットワークは 1時刻前の中間層の内容を保持してお

き，現時刻における入力情報と文脈層情報は中間層で

計算される．文脈層（context layer）とは，1時刻前

の状態を保持しておく層である．1時刻前の状態をコ

ピーするのであるから，ジョーダンネットワークにお

ける出力層ユニット数と文脈層ユニット数と同数であ

り，同様にエルマンネットワークの中間層ユニット数

と文脈層ユニット数は同数である．ジョーダンネット

ワークの文脈層の信号が出力層へと帰還する図が描か

れている文献が存在するが，原典のジョーダンネット

ワーク [3]では，出力層からの文脈層情報は中間層へ

の帰還信号である．ジョーダンネットワークとエルマ

ンネットワークの相違は，文脈情報として出力表象を

用いるか，内部表象を用いるかの違いである．すなわ

ち，1時刻前の状態を利用する際に出力表象を用いた

ほうが制御に有用であるロボットアーム，姿勢，運動

などの動作制御の場合にはジョーダンネットワークが

用いられ，一方，1時刻前の内部状態を扱ったほうが

有利な言語情報処理，文法判断などではエルマンネッ

トワークが用いられることが多かった．

学習については，ジョーダンネットワークとエルマ

ンネットワークとも 1時刻前の状態を文脈層にコピー

するので，中間層から見ると入力情報が増えたこと以

外に，再帰結合のない通常のフィードフォワード型の

ニューラルネットワークの学習との間で相違はない．

任意の目標関数を各結合係数で微分したバックプロパ

ゲーションによる学習も行われる．

BPTT と RTRL

BPTT [13][6]は back-propagation through timeの

略，RTRL [5]は real time recurrent learningの略で

ある．上記のジョーダンネットワークとエルマンネッ

トワークの両モデルは，再帰（帰還信号）が出力層あ

るいは中間層から戻ってくることを区別したモデルで

ある．この両者を区別せず，一般にリカレントニュー

ラルネットワークを構成することを考える．このと

き，学習について時間をどのように考慮するかにつ

いて BPTT と RTRL の二つのモデルが提案された．

BPTT と RTRL とを統一して表記することも可能で

ある [14]．RTRL は “real time”との命名から連続時

間を考慮したモデルと誤解される場合もあるが，学習

時に「即時」に学習できるという意味であり，離散時

間を仮定したモデルである．一方，“through”を用い

る BPTT は状態変動の履歴を全時刻について保持し，

時刻を “through” すなわち串刺しにして計算するた

め，このような命名で区別されている．したがって，

BPTT は学習時に全時刻の全状態を保持しておく必

要がある．このため，扱う系列が長くなると，学習の

ために必要となる記憶容量や学習時間が問題となる．

実際には，一定の時間幅で切断したり，過去の影響を

時間幅に応じて減衰させたりする実装もある．

ある時刻における出力は，入力と 1時刻前の状態に

依存する．しかし，1時刻前の状態は，そのときの入力

とさらに 1時刻前の状態とに依存するので RTRL も

時間情報を扱いうる．換言すれば，学習時に考慮する

時間幅を hとすると，RTRL は BPTTh=1 でもある．

さらに，BPTTh=1，かつ，帰還信号の発生源に制約を

設けたモデルは，ジョーダンネットワークやエルマン

ネットワークと見なしうる．時刻 tにおける出力層ユ

ニット k の誤差を，dk を教師信号として以下のよう

に定義する．

ek = dk (t)− yk (t) (3)

ここで，yk (t)は出力信号を表す．システムの 2乗誤

差の総和 J (t)を

J (t) = −1

2

∑
i∈U

[ei (t)]
2 (4)
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とすれば，時間幅 (t′, t]についての総誤差 Jtotal (t′, t)

は，以下のように表記できる．

Jtotal (t′, t) =
t∑

τ=t′+1

J (τ) (5)

学習則は，学習係数を η として，

∇wJ
total (t′, t) = −

t∑
τ=t′+1

∇wJ (τ) (6)

∆wij = η
∂Jtotal (t′, t)

∂wij
(7)

と書くことができる．

BPTT

BPTT では過去の状態を記憶バッファに保持し，保

持された記憶状態への結合についてもバックプロパ

ゲーション法を適用して結合係数を更新する．時刻 t

における誤差 J (t)の勾配を計算するために

δi (t) = f ′i

∑
j∈U

wijxj

 ei (t) (8)

ei (t− 1) =
∑
j∈U

wjiei (t) (9)

とし，上式に従って時間を遡り t0 + 1まで達すれば

∂J (t)

∂wij
=

t∑
τ=t0+1

e (τ)xj (τ − 1) (10)

として誤差を計算できる．上記をまとめると，

1.現在の状態を入力とを履歴バッファに保存する

2.現在の誤差をバックプロパゲーション法によって

計算する

3.全時刻における誤差の総和を計算する

4.重みを更新する

を，全データで収束基準に達するまで繰り返すことと

なる．BPTTの計算量のオーダーはO
(
TN 2

)
となる．

ここで，T は時間，N は中間層のユニット数である．

BPTT は全時間について考慮するが，実際の計算にお

いては時間幅 hを定める必要がある．これを BPTTh

と表記すれば，RTRL は BPTT の h = 1なる特別な

場合と見なしうる [14]．ジョーダンネットワークもエ

ルマンネットワークも BPTTh=1 に相当する．図 3の

実線矢印は情報の流れを，破線矢印は誤差の伝播を示

している．各時刻において入出力は異なるが，各時刻

における状態は保持され結合係数の更新のために用い

られる．図中の数字は誤差の伝播されていく順番を示

している．

入力

ユニット
の活性値

ターゲット
時刻

4 2

5 3 1

t0 t0+1 t1−2 t1−1 t1

· · ·

· · ·

· · ·

図 3 BPTT の概念図（文献 [6], p.448, Figure 4 を改変）

RTRL

BPTTは誤差勾配の計算に誤差情報の時間に関する

逆伝播を用いた．これに対し，誤差勾配を順伝播させ

る方法がRTRLである．結合係数wij に対するユニッ

ト kの影響を pkij とし，すべてのユニット（i, j, k ∈ U）

について，

pkij (t) =
∂yk (t)

∂wij
(11)

を定義する．時刻 tにおける誤差 J (t)を各結合係数

で微分した量を次式に従うと仮定する．

∂J (t)

∂wij
=

∑
k∈U

ek (t) p
k
ij (t) (12)

次の時刻の pkij (t+ 1)は，次式で表される．

pkij (t+ 1) = f ′k

(∑
(t+ 1)

)[∑
l∈U

wklp
t
ij (t) + δikxj (t)

]
(13)

ここで，δij はクロネッカーのデルタである．さらに，

初期状態 t0 においては，pkij (t0) = ∂yk (t0) /∂wij = 0

と仮定すれば各時刻ステップにおける pkij (t)の量を計

算可能である．この値と誤差との積によって誤差の勾

配を求めることができる．この意味で，BPTT とは異

なり RTRL は “即時”的に計算可能である．

勾配消失問題と勾配爆発問題

バックプロパゲーション法における多層パーセプト

ロンの学習においては，勾配消失問題（gradient van-

ishing problem）により学習が進まないことが以前か
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ら指摘されてきた [15]．Bengio ら [16]はこの問題を

定式化した．

バックプロパゲーション法では，任意の課題にお

ける特定の出力層ユニットの誤差が下位層の全ユニ

ットに伝播する．したがって，多層化されたニュー

ラルネットワークで，活性化関数にシグモイド関数

（σ (x) = (1 + exp−x)−1）を用いると，誤差関数を各
結合係数で微分した値にシグモイド関数の微分が入る．

dσ (x)

dx
= σ (x) (1− σ (x)) (14)

0 ≤ σ (x) ≤ 1であるので，dσ (x) /dxは微分するごと

に，すなわち層を下るごとに小さくなってしまう．こ

れが勾配消失問題の一因である．

一方，リカレントニューラルネットワークにおける

学習の際，BPTT の時間窓が広くなると勾配が発散

する場合がある．最小化すべき損失関数 Lの勾配をパ

ラメータ θ で時間窓 tw まで計算すると次式のように

なる．
∂L

∂θ
=

∑
1≤k≤t

∂L

∂xt

∂xt

∂xk

∂xk

∂θ
(15)

ここで，∂xt/∂xk は中間層 hでの時刻 tにおける時刻

kによる微分である．階層が深くなると，∂ht/∂ht−1の

ヤコビアン（Jacobian）行列式の最大特異値に応じて拡

大縮小が起こる．特異値が 1 より小さければ勾配消失

問題となり，1より大きければ勾配爆発問題（gradient

exploding problem）となる [16]．リカレントニューラ

ルネットワークの学習においては，式 (15) で再帰的

に勾配を計算した場合，ヤコビアン（Jacobian）の最

大特異値分解（singular value decomposition; SVD）

に応じて指数関数的に勾配が変化することになる．

勾配正規化

勾配消失問題を回避するために，次のような勾配正

則化を行うことが提案されている．誤差関数 E のパ

ラメータ x に関する勾配計算の際に，その 1時刻後の

微分量との比 ∂xk+1/∂xk を用いて，次式のような正規

化を行う [17]．

∑
k


∥∥∥ ∂E

∂xk+1

∂xk+1

∂xk

∥∥∥∥∥∥ ∂E
∂k+1

∥∥∥ − 1

2

(16)

勾配クリップ

勾配爆発問題に対する対処には，勾配値を一定範囲

に収める勾配クリップ（gradient clip）が提案されて

いる．勾配クリップは，勾配爆発が局在した小領域で

しか起こらないという仮定に基づき，一定以上の勾配

値に達した場合，強制的にその値を抑える [16]．以下

のアルゴリズムではしきい値 θを設定し，求めた勾配

の絶対値がしきい値以上であればしきい値以下に変換

している [17]．文献 [18]では θ = 1が用いられた．

1. ĝ← ∂ε
∂θ

2. ĝ← θ
∥ĝ∥ ĝ,　 If ∥ĝ∥ ≥ θ

LSTM

2010 年以降，リカレントニューラルネットワーク

については LSTM（long short-term memory）を用い

た研究が数多く発表されている．単純再帰型ニューラ

ルネットワークでは，長距離間隙（long-time lag）あ

るいは長距離依存（long term dependency）を学習す

ることが難しかった（収束に要する繰り返し回数が大

きかったため）．これは，直前の情報を適切に利用する

ことが困難だったからである（CEC（constant error

carousel）の呪い）．LSTM はこれを解決するために，

ゲートを設定し，ゲートの開閉によって 1時刻前のシ

ステムの状態からの影響を制御する．

図 4に LSTM の概念図を示す．図で，情報は下か

ら上へと流れる．この図は図 2 と異なり，全ネット

ワークを示しているのではなく，一つの LSTMセルを

描いている．この LSTM セルを複数個用いてニュー

ラルネットワークの 1 層が構成される．図の中央の c

が記憶素子である．cの前後に二つのゲートが配置さ

れ，それぞれ入力ゲート，出力ゲートと呼ばれる．c

の自己フィードバックに関するゲートは忘却ゲートと

呼ばれる．cの出力すなわち過去の状態からの再帰結

合は，恒等関数 f (x) = x, ∀xであるため，1.0と表記

している．cへの入力は CEC と忘却ゲートの出力と

の積である．
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忘却ゲート

出力

セル

1.0

図 4 LSTM の概念図

出力ゲートと入力ゲートの役割は，入出力量をス

ケーリングすることでメモリセルにどの程度の誤差を

学習するかを指示することである．入力ゲートによる

スケーリングと出力ゲートのスケーリングにより誤差

を開放するか否かの情報を，記憶ユニットが学習する

ことになる．忘却ゲートは，メモリセルに対して，言

い換えれば，1時刻前の自身の保持している情報を利

用するか否かを定めるために，ゲート開閉を行う．な

お，原典の LSTM [19] においては忘却ゲートは存在

せず，Gersら [20]によって導入された．

LSTM は実用的な繰り返し回数で長期記憶（long-

term memory）を制御できる．長期記憶は記憶セル

cnt∈R のベクトルとして保持される．LSTM はネット

ワーク全体のアーキテクチャと活性化関数とは独立に

長期記憶を保持する能力を持つ．LSTM は記憶セル

を上書きし，保持し，引き出すことが可能である．

図 4内の表記と対応させて，時刻 tにおける入力を

it，忘却ゲートを ft，出力ゲートを ot，LSTM ユニッ

トの出力を gt，記憶セルを ct とすれば，LSTM のユ

ニットは以下のように表される．

it = σ (Wxixt +Whiht−1 + bi) (17)

ft = σ (Wxfxt +Whfht−1 + bf ) (18)

ot = σ (Wxoxt +Whoht−1 + bo) (19)

gt = ϕ (Wxcxt +Whcht−1 + bc) (20)

ct = ft ⊙ ct−1 + it ⊙ gt (21)

yt = ot ⊙ ϕ (ct) (22)

W は関連する結合係数行列，σはロジスティック関数

σ (x) =
1

1 + exp (−x)
(23)

であり，ϕ はハイパータンジェント（hyper tangent;

tanh）

ϕ (x) = tan (x) =
exp (x)− exp (−x)
exp (x) + exp (−x)

= 2σ (2x)− 1

(24)

である．また，⊙は要素積（アダマール積; Hadamard

product）である．LSTMユニットの学習には，BPTT

もしくは RTRL が用いられる．

ゲート付き再帰ユニット（gated recurrent unit;

GRU）（図 5）の動作は，以下のように記述できる．

zt = σ (Wzxt + Uzht−1) (25)

h̃t = ϕ (Wxt + U (rt ⊙ ht−1)) (26)

rt = σ (Wrxt + Urht−1) (27)

ht = (1− zt)ht−1 + zth̃t (28)

yt = Wyht (29)

+

+

g

h x

y

入力

忘却

gh x

y

ht−1
ht−1

出力

更新

(a) (b)

リセット

図 5 LSTM (a) とゲート付き再帰ユニット (b) の比較

2010年代に入ってリカレントニューラルネットワー

ク，とりわけ LSTMを用いた研究が盛んである．写真

からの脚注作成（neural image captioning）では，認識

部分に深層学習（deep learning）を用い，出力に LSTM

を用いる [21]．Donahue ら [22] は動画へ，Zaremba

ら [23] は機械翻訳に，Graves ら [24] は発話解析に，

それぞれ LSTM を応用している．

リカレントニューラルネットワークの総説論文とし

ては，[25], [26]がある．LSTMの性能を評価した論文

には，[27]を挙げることができる．リカレントニュー

ラルネットワークを多層にした場合に，畳み込み深層

学習と同じくドロップアウト（dropout）が行われる場

合があるが，フィードフォワードネットワーク（feed-

forward network; multi-layered network）型の畳み込
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み深層学習と異なり，リカレントニューラルネットワー

クではドロップアウトの効果が認められないとの報告

もあった．これに対し，Zaremba ら [23] はフィード

フォワード結合のみをドロップアウトし，リカレント

結合はドロップアウトを行わないことを提案している．

その他のリカレントニューラルネット

ワーク

古典的なジョーダンネットワーク，エルマンネット

ワークは 1 時刻前の状態と現在の入力に基づいて出

力を計算する．これは 1 階差分に類比しうることを

意味する．LSTM に見られるように，1階差分の情報

を断ち切って，さらに長期の記憶を呼び起こしたりす

る機構として，ゲートの存在が注目を集めている．す

なわち，高階差分情報を活用するためにゲートの果た

す役割が大切だとされ，ゲート付き再帰ユニット [28]

など，新たなモデルも提案されてきた．どこまで過去

の情報を保持し，どのような周期を仮定するのかにつ

いては，リカレントニューラルネットワークの持つ内

部構造をランダム結合により実現したエコーステート

ネットワーク（echo state network; ESN）[29]がある．

これは互いに疎に（sparse）結合した中間層ユニット

を持つリカレントニューラルネットワークである．学

習は出力ユニットについてのみ行われる．

系列データが与えられている場合，次刻の出力を予

測する際に t+αなる未来のデータ系列も利用可能であ

れば，双方向リカレントニューラルネットワーク [30]

と呼ばれるリカレントニューラルネットワークを用い

た訓練が行われることがある．実際の予測をする際に

は無視すればよい．
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和英索引

【あ】

RTRL(real time recurrent learning; RTRL) 2

アダマール積 (Hadamard product) 6

【え】

エコーステートネットワーク (echo state network;

ESN) 7

LSTM(long short-term memory; LSTM) 5

エルマンネットワーク (Elman network) 2

【こ】

勾配消失問題 (gradient vanishing problem) 4

勾配爆発問題 (gradient exploding problem) 5

【し】

GRU(gated recurrent unit; GRU) 6

実時間リカレント学習 (real time recurrent learn-

ing; RTRL) 2

ジョーダンネットワーク (Jordan network) 2

深層学習 (deep learning) 6

【ち】

チューリングマシン (Turing machine) 2

長期記憶 (long-term memory) 6

長距離依存 (long term dependency) 5

長距離間隙 (long-time lag) 5

【と】

特異値分解 (singular value decomposition; SVD)

5

ドロップアウト (dropout) 6

【ね】

ネットトーク (NETtalk) 2

【は】

ハイパータンジェント (hyper tangent) 6

【ひ】

BPTT(back-propagation through time; BPTT)

2

【ふ】

フィードバック結合 (feedback connection) 2

フィードフォワードネットワーク (feed-forward net-

work, multi-layered network) 6

文脈層 (context layer) 3

【や】

ヤコビアン (Jacobian) 5

【り】

リカーシブニューラルネットワーク (recursive neu-

ral network) 2

リカレントニューラルネットワーク (Recurrent

Neural Network) 2

リカレントニューラルネットワーク (recurrent neu-

ral network; RNN) 2
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英和索引

【B】

back-propagation through time; BPTT（BPTT）

2

【C】

context layer（文脈層） 3

【D】

deep learning（深層学習） 6

dropout（ドロップアウト） 6

【E】

echo state network; ESN（エコーステートネット

ワーク） 7

Elman network（エルマンネットワーク） 2

【F】

feed-forward network, multi-layered network（フ

ィードフォワードネットワーク） 6

feedback connection（フィードバック結合） 2

【G】

gated recurrent unit; GRU（GRU） 6

gradient exploding problem（勾配爆発問題） 5

gradient vanishing problem（勾配消失問題） 4

【H】

Hadamard product（アダマール積） 6

hyper tangent（ハイパータンジェント） 6

【J】

Jacobian（ヤコビアン） 5

Jordan network（ジョーダンネットワーク） 2

【L】

long short-term memory; LSTM（LSTM） 5

long term dependency（長距離依存） 5

long-term memory（長期記憶） 6

long-time lag（長距離間隙） 5

【N】

NETtalk（ネットトーク） 2

【R】

real time recurrent learning; RTRL（RTRL） 2

real time recurrent learning; RTRL（実時間リカレ

ント学習） 2

Recurrent Neural Network（リカレントニューラル

ネットワーク） 2

recurrent neural network; RNN（リカレントニュー

ラルネットワーク） 2

recursive neural network（リカーシブニューラル

ネットワーク） 2

【S】

singular value decomposition; SVD（特異値分解）

5

【T】

Turing machine（チューリングマシン） 2


